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Resumen

Este trabajo presenta una propuesta para modelizar y predecir el comportamiento de los contribuyentes
del Impuesto de la Renta de las Personas Fisicas (IRPF) con técnicas de mineria de datos. Se combinan
los arboles de decision y el andlisis discriminante para cuantificar la propension al fraude de cada
contribuyente usando los componentes del impuesto con mayor incidencia en el fraude. El modelo
alcanza una eficiencia media en las predicciones superior al 89%, permitiendo segmentar a los decla-
rantes por nivel de propensién al fraude. La propuesta puede ser usada en el proceso de auditoria y
control que realiza la Agencia Tributaria.
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1. Introduccion

Uno de los grandes retos al que se enfrentan los paises en la actualidad es la reduccion del
fraude fiscal, de ahi el interés por contribuir a su deteccién y control con nuevas estrategias
(Prichard et al., 2019). La expansion de las tecnologias y las posibilidades de comunicacién
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global, aunque han limitado algunas de los canales de fraude (Alognon et al, 2021) y han fa-
vorecido los acuerdos internacionales de intercambio de informacién (O’Reilly et al., 2021),
han hecho, a su vez, posible nuevas formas de evasion y fraude que generan un gran coste a la
sociedad e incrementan las desigualdades econémicas (Alm, 2012, 2021). Estas actividades
fraudulentas provocan la reduccion de la capacidad de generar ingresos publicos, perjudican-
do el objetivo de estabilidad presupuestaria e incrementando los efectos distorsionadores del
sistema fiscal. Por ello, son de gran interés los trabajos tanto a nivel internacional (Feldman
y Slemrod, 2007, Feige y Cebula, 2012, Buehn y Schneider, 2016, Alstadsater et al., 2019,
European Commission, 2021) como para la economia espafiola (Dominguez-Barrero et al,
2015a, 2015b, Almunia y Lépez-Rodriguez, 2018, Torregrosa-Hetland, 2020), que ponen de
manifiesto la dimensidn del fraude fiscal y reclaman estrategias correctoras.

Las auditorias fiscales que realiza la Agencia Tributaria son una fuente directa sobre
el cumplimiento fiscal y ofrece una valiosa informacién sobre el comportamiento de los
contribuyentes, pero son costosas y limitadas, dado el elevado niimero de contribuyentes a
analizar (Chica et al., 2021). Para avanzar en la lucha contra el fraude fiscal, las Agencias
Tributarias estdn realizando una gran apuesta por el uso de técnicas de procesamiento basa-
das en la minerfa de datos. El desarrollo de modelos predictivos que faciliten la deteccién del
fraude, a partir de informacién de ejercicios anteriores, puede apoyar al sistema tradicional
de seleccién, contribuyendo a reforzar su efectividad. Las posibilidades de andlisis que ofrece
la mineria de datos permiten abordar, desde nuevas perspectivas, el estudio del fraude fiscal,
aportando procedimientos sistematizados y efectivos para gestionar la informacién que dis-
ponen las Agencias Tributarias y asi reforzar el cumplimiento fiscal (Brondolo et al., 2022).

Nuestro trabajo se encuadra en esta linea de investigacion y contribuye a la actual lite-
ratura en varios aspectos. En primer lugar, este trabajo amplia la literatura sobre el fraude
fiscal en el IRPF al ofrecer una propuesta metodolégica que, combinando las técnicas de
arboles de decision y el andlisis discriminante, consigue aumentar la eficiencia de las predic-
ciones de fraude en este impuesto y ofrecer nueva evidencia dentro de la aplicacion practica.
Ademads, en esta propuesta es posible la identificacién de los factores que estdn relacionados
con el comportamiento de fraude del contribuyente (a partir de la informacién que ofrece el
impuesto) y modelizar de manera precisa cada uno de ellos, lo que permitird cuantificar su
incidencia. No son frecuentes los trabajos que pueden realizar este tipo de andlisis, a pesar
de que su estudio aporta una mayor capacidad para predecir y caracterizar al defraudador,
facilitando el disefio de las reformas fiscales. Una de las principales limitaciones para llevar
a cabo estos trabajos es la falta de informacion sobre los contribuyentes que defraudan que
pueda ser utilizada en este tipo de andlisis. El desarrollo de datos fiscales de gran amplitud
y detalle como es el caso de la muestra del IRPF del IEF (https://www.ief.es/badespe) ha
permitido avanzar en la realizacion de trabajos sobre este impuesto, pero al no disponer de
datos sobre defraudadores hace necesario complementar esta base. Por ello, para poder llevar
a cabo los objetivos de esta investigacion, en este articulo se ha accedido a declaraciones de
IRPF anonimizadas que ha sido facilitada por la Agencia tributaria. Procesar la gran cantidad
de datos de la muestra, asi como el ajuste del modelo lineal propuesto han requerido el uso
del software IBM SPSS Modeler que implementa la tecnologia de Mineria de Datos para po-
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sibilitar el procesamiento a gran escala. Un aspecto de interés de esta propuesta es el hecho
de que el esquema que se presenta puede ser util también para otros impuestos.

El apartado siguiente ofrece la revision de la literatura. En la seccidn tercera se presenta
la propuesta metodoldgica para modelizar y predecir el comportamiento fiscal de los contri-
buyentes y, a continuacion, en la seccién cuarta se describe la base de datos utilizada para su
aplicacion. El apartado siguiente presenta los resultados obtenidos con la propuesta realizada
y la cuantifica del nivel de fraude de forma agregada, ademas se realiza un andlisis comple-
mentario sobre la evolucion del indice de fraude fiscal en Espafa. En el dltimo apartado se
presentan las principales conclusiones.

2. Revision de la literatura

El uso de las técnicas de mineria de datos se ha extendido a numerosas dreas de investi-
gacion con el objetivo de encontrar patrones y tendencias que existen en grandes conjuntos de
datos (Wendler y Grottrups, 2021). Su andlisis hace posible obtener estructuras comprensi-
bles para su uso posterior, bien para prever el comportamiento futuro de la variable analizada
(técnicas de aprendizaje supervisado) o para lograr describirla ayudando a su comprensién
(técnicas de aprendizaje no supervisado).

Entre los principales retos a los que se enfrentan los trabajos que usan estas herramientas
estd el identificar la técnica apropiada para usar en cada uno de los contextos y para los ob-
jetivos en los que se emplean. Cada técnica constituye un enfoque conceptual para extraer la
informacién de los datos, y, en general, es implementada por varios algoritmos. Su eleccién
en el andlisis del fraude fiscal viene determinada, en gran medida, por la posibilidad de dis-
poner de datos de los que aprender (datos de defraudadores) o, en caso contrario, de recurrir
a supuestos implicitos a partir de los cuales es posible establecer los casos de fraude como
situaciones andmalas o menos frecuentes que las situaciones consideradas como normales.
En el primer caso, seria posible aplicar los métodos de aprendizaje supervisado. Esta meto-
dologia ofrece la posibilidad de evaluar la técnica empleada en funcién de la mayor o menor
precision de la prediccion que se obtiene y ofrece una mayor interpretabilidad a los resultados
alcanzados, siendo por tanto la opcién mds atractiva cuando se dispone de los datos que ha-
cen posible su aplicacion (Hilal et al., 2022). En segundo caso, estariamos aplicando técnicas
de aprendizaje no supervisado, que son utilizadas para encontrar patrones en los datos que
indiquen caracteristicas potenciales para los contribuyentes defraudadores. En este tltimo
caso los resultados son menos precisos, ya que pueden incluir como potenciales defraudado-
res contribuyentes con irregulares o andémalos resultados. No obstante, ofrece posibilidades
muy interesantes cuando no es posible o tiene un elevado coste acceder a la informacién
(Tian et al., 2016, Wei et al., 2019). En estos trabajos es muy importante el algoritmo que
se seleccione para tratar los valores atipicos o andmalos (De Roux et al., 2018, Mehta et al.,
2020, Gonzélez et al., 2021).

Una alternativa a estas técnicas es el uso de herramientas de aprendizaje semi-supervisado
(Kleanthous y Chatzis, 2020), con las que es posible entrenar modelos en los que no se dispo-
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ne de un niimero elevado de datos etiquetados o datos de contribuyentes que hayan cometido
fraude fiscal. En la literatura también podemos encontrar con trabajos que utilizan modelos
hibridos que combinan distintas técnicas para mejorar la precisién obtenidos validando el gru-
po de individuos seleccionados como potenciales defraudades (Savi¢ et al., 2022, Gonzélez
y Caballero, 2023).

Los trabajos que utilizan aprendizaje supervisado (Tabla 1) han usado, entre los algorit-
mos de clasificacion mas frecuentes: arboles de decision (Mittal ef al., 2018), redes neuro-
nales (Rosid, 2022), reglas de asociacion (Matos et al, 2015) y redes bayesianas (Castellén
y Veldsquez, 2013), a partir de las auditorias realizadas por las Agencias Tributarias. Los
avances en la lucha contra el fraude fiscal a nivel internacional han ampliado las posibilidades
de andlisis a numerosos paises. Podemos encontrar trabajos con datos de Marruecos (Ameur
y Tkiouat, 2012), Italia (Basta et al., 2009), Brasil (da Silva et al., 2016) y la India (Mittal
et al., 2018), aunque una buena parte se centran en datos de empresas que han defraudado
en IVA (Wu et al., 2012, Zumaya et al., 2021) o en el I. de Sociedades (Xu et al., 2022). La
informacién sobre individuos que han defraudado es menos accesible, aunque también se ha
conseguido que las Agencias Tributarias ofrezcan informacién para realizar investigaciones
(Murorunkwere et al., 2022). Hasta ahora, en Espafia el dnico trabajo que ha realizado este
tipo de andlisis para el IRPF es el de Pérez ef al. (2019), que utiliza redes neuronales para
llevar a cabo su investigacion.

Tabla 1
TRABAJOS SOBRE FRAUDE FISCAL CON TECNICAS DE APRENDIZAJE SUPERVISADO

Ambito de

Autores Principales herramientas estudio Muestra
Ameur y Tkiouat, 2012 Arboles de decisién I. Sociedades Empresas-Marruecos
Basta et al., 2009 Reglas Bdsicas de Decision VA Empresas-Italia
Castellén y Veldsquez,  Arboles de decision, redes IVA Empresas-Chile
2013 neuronales y bayesianas
Da Silva et al., 2016 Redes Bayesianas I. Renta Individuos-Brasil
Matos et al., 2015 Reglas de asociacién IVA Empresas- Brasil
Mittal et al., 2018 Arboles de decision IVA Empresas-Delhi (India)
Murorunkwere et al., Redes Neuronales I. Renta Individuos-Ruanda
2022
Pérez et al., 2019 Redes Neuronales IRPF Individuos-Espana
Rosid, 2022 Redes Neuronales I. Sociedades Empresas-Indonesia
Xu et al., 2022 Arboles de decision y 1. Sociedades Empresas-China

redes neuronales
Wu et al., 2012 Reglas de asociacion IVA Empresas -Taiwan
Zumaya et al., 2021 Redes Neuronales y arbo-  IVA Individuos y empresas-México

les de decision

Fuente: elaboracion propia.

Nota: 1.: Impuesto.
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3. Marco metodoldgico: los arboles de decision y el analisis discriminante

En este trabajo se han seleccionado las técnicas de drboles de decision y el anélisis dis-
criminante' para ofrecer una propuesta metodolégica que permite, en primer lugar, identificar
los factores o componentes que, en la propia estructura del impuesto, afectan al fraude fiscal.
A partir de la informacién obtenida, es posible, a continuacidn, caracterizar a los contribu-
yentes declarantes en el IRPF, al detectar patrones de comportamiento de fraude en base a
la informacidn tributaria disponible. De este modo, se obtiene una modelizacién del fraude
que permite apoyar la fiscalizacién de este tipo de casos por parte de la Agencia Tributaria.

Los arboles de decisién son modelos predictivos, que tratan de resolver los problemas
de discriminacién en una poblacidn. Para ello, se segmentan de forma progresiva la muestra
con el fin de obtener una clasificacion fehaciente en grupos homogéneos, segtin la variable
de interés denominada variable de segmentacion. Se trata, por tanto, de seleccionar las va-
riables explicativas que son mas discriminantes para la variable dependiente y de construir
una regla de decisién que permita asignar un nuevo individuo a un valor o clase de la variable
dependiente. El método consiste en buscar la variable independiente x; que mejor explique
a la variable dependiente y. Esta variable define una primera divisién de la muestra en dos
subconjuntos, llamados segmentos. Después se reitera el procedimiento en el interior de cada
uno de estos dos segmentos buscando la segunda mejor variable y asi sucesivamente.

En nuestro caso utilizaremos un modelo de drbol de decision que explica el fraude global
(variable dependiente) en funcion de los factores determinantes (variables independientes).
En primer lugar, obtendremos el factor que mejor explica el fraude global y reiteraremos el
procedimiento para ordenar los distintos determinantes de acuerdo con su incidencia sobre
el fraude global. Para llevar a cabo este andlisis se aplicaran los tres tipos de arboles mds
utilizados hoy en dia son: los arboles CHAID y CHAID exhaustivo, los drboles CART y los
arboles QUEST.

El método CHAID (Chi-square Automatic Interaction Detector) es la conclusion de una
serie de métodos basados en el detector Automético de Interacciones (AID) de Morgan y Son-
quist (1963). La variable dependiente suele ser cualitativa (nominal u ordinal) o cuantitativa
con valores agrupados en pocos intervalos. Para variables cualitativas, el proceso lleva a cabo
una serie de andlisis y2 entre las variables dependiente y predictoras. En el caso de variables
dependientes cuantitativas, se categorizan reduciéndolas a pocos intervalos recurriendo a mé-
todos de andlisis de varianza, en los que los intervalos (divisiones) se determinan dptimamen-
te para las variables independientes, de forma que maximicen la capacidad para explicar la va-
rianza de la variable dependiente. Este método ahorra bastante tiempo de computacién, pero
no garantiza que sea capaz de encontrar realmente la mejor divisién posible en cada modo.

Para garantizar el hallazgo de la divisiéon mads significativa se utiliza el método CHAID
exhaustivo ya que trata a todas las variables por igual, independientemente del tipo de va-
riable y del nimero de categorias. Por otro lado, este método permite trabajar con variables
dependientes categéricas y métricas. Las variables categéricas utilizan el estadistico y2 y dan
lugar a un drbol de clasificacion. Las variables métricas utilizan el estadistico F y dan lugar a
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lo que se conoce como drboles de regresion. También permite utilizar predictores de tipo mé-
trico, mediante su conversion previa en variables categéricas. Los métodos CHAID producen
divisiones de la validacién cruzada en mas de dos grupos, lo cual siempre es un valor afiadido.

El método CART (Classification And Regression Trees) o C&RT es una alternativa al
CHALID exhaustivo para drboles de clasificacion (variables dependientes categdricas). Este
método nacid para intentar superar algunas de las deficiencias y debilidades que por entonces
mostraba la formulacién original del CHAID, que estaba limitado inicialmente a variables
dependientes nominales y variables independientes categdricas hasta la aparicién de su ver-
sién exhaustiva. Estaba claro que se necesitaba utilizar predictores de cualquier nivel de
medida. Ademds, CART tiene una estructura estadistica mas fuerte que CHAID, lo que le
llevé a ser utilizado en campos de la investigaciéon como la medicina o el marketing. CART
se utiliza para drboles de clasificacion con variable dependiente cualitativa y para arboles de
regresion con variable dependiente cuantitativa.

Los drboles QUEST (Quick, Unbiased, Efficient, Statistical Tree) consisten en un algorit-
mo de clasificacion arborescente creado especificamente para solventar dos de los principales
problemas que presentan métodos como CART y CHAID exhaustivo, a la hora de dividir un
grupo de sujetos en funcion de una variable independiente. Este tipo de drboles mitigan la com-
plejidad computacional (enfoque de cdlculo mds sencillo) y los sesgos en la seleccion de varia-
bles. Se trata de evitar que se seleccionen aquellas variables que cuentan con un mayor nimero
de categorias. QUEST intenta seleccionar el mejor predictor y su mejor punto de corte como
tareas separadas, calculando en cada nodo la asociacién entre cada predictor y la variable de-
pendiente mediante el estadistico F del ANOVA o la F de Levenne para predictores continuos
y ordinales o mediante una 2 de Pearson para predictores nominales. Se consiguen divisiones
binarias de la variable dependiente mediante la creacién de dos superclases en el predictor,
aplicando un algoritmo conglomerativo. Por dltimo, para eliminar el sesgo en la seleccion de
variables, se elige el predictor que tiene la mayor asociacion con la variable dependiente.

En cuanto a la valoracién de los métodos de construccién de arboles, podria establecerse
un orden de jerarquia (nunca absoluto) que sitie el método QUEST como superior a CART
y este ultimo método superior a CHAID. No olvidemos que QUEST admite métodos de
validaciéon mediante poda y permite utilizar combinaciones lineales de variables. Pero debe
quedar claro que esta evaluacién sélo es valida en lineas generales. Para un mayor detalle de
las técnicas puede consultarse Pérez y Santin (2007) y Pérez (2009, 2010, 2011ay 2011b).

En nuestro modelo de drbol, tanto la variable dependiente como las independientes son ca-
tegdricas, ya que modelizamos el fraude global (variable dependiente) en funcién de los facto-
res de fraude mds comunes en el IRPF (variables independientes). Ademas, todas las variables
son binarias, ya que todas ellas se miden en término de fraude (categoria 1) o no fraude (cate-
goria 0). Por lo tanto, podremos utilizar todas las tipologias de arboles y compararlas entre si.

Una vez seleccionados los factores relacionados con el fraude, en este trabajo se elabo-
rardn modelos predictivos que permiten cuantificar la probabilidad que tiene cualquier con-
tribuyente actual o futuro de ser defraudador por cada factor de fraude una vez que presente
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su declaracién de IRPF, basdndose en los datos de la muestra de IRPF utilizando, para ello,
el andlisis discriminante. El andlisis discriminante es una técnica que tiene como finalidad
construir un modelo predictivo para pronosticar el grupo al que pertenece una observacién a
partir de determinadas caracteristicas observadas que delimitan su perfil. Se trata de una téc-
nica estadistica que permite asignar o clasificar nuevos individuos u observaciones dentro de
grupos o segmentos previamente definidos, razén por la cual es una técnica de clasificacién
y segmentacion ad hoc. El andlisis discriminante se conoce en ocasiones como andlisis de la
clasificacién, ya que su objetivo fundamental es producir una regla o un esquema de clasifi-
cacién que permita a un investigador predecir la poblacién a la que es mds probable que tenga
que pertenecer una nueva observacién o individuo.

El modelo predictivo que pronostica el grupo de pertenencia de una observacién en vir-
tud de su perfil define la relacién entre una variable dependiente (o endégena) no métrica
(categdrica) y varias variables independientes (o exdgenas) métricas. Por tanto, la expresion
funcional del andlisis discriminante puede escribirse como:

Yy =F(xq, %z, Xp) (1

con la variable dependiente no métrica y las variables independientes métricas. Las categorias de
la variable dependiente definen los posibles grupos de pertenencia de las observaciones o indivi-
duos y las variables independientes definen el perfil conocido de cada observacién. El objetivo
esencial del andlisis discriminante es utilizar los valores conocidos de las variables indepen-
dientes medidas sobre un individuo u observacién para predecir con qué categoria de la variable
dependiente se corresponden para clasificar al individuo en la categoria adecuada o perfil.

En este trabajo vamos a utilizar una muestra de IRPF elaborada para este andlisis que
toma como variables independientes del modelo discriminante las partidas econdémicas de-
claradas por el individuo en el modelo 100 de IRPF (practicamente 200 variables) y como
variable dependiente una variable dicotémica que toma el valor 1 si el individuo defrauda por
una determinada causa de fraude y toma el valor 0O si el individuo no defrauda. Con el modelo
discriminante se buscard predecir la probabilidad que tiene cualquier individuo de defraudar
0 no, para cada factor de fraude, segtin los valores declarados en las variables del modelo 100.
Buscamos. por tanto, perfiles de fraude que puedan ayudar en el futuro a la labor inspectora.

Como las variables independientes o explicativas de nuestro trabajo estdn muy correla-
das, las reduciremos a un grupo mucho menor de variables incorreladas mediante el anélisis
de componentes principales. De esta forma evitaremos problemas de multicolinealidad, in-
fluencia de valores atipicos, normalidad de la variables y confidencialidad en los datos.

El paso siguiente en nuestro andlisis consiste en la aplicacién del andlisis discriminante
con las dos grandes finalidades de clasificar a los individuos en los grupos de la variable ca-
tegdrica dependiente y la prediccién de pertenencia a los citados grupos.

Las caracteristicas usadas para realizar esta clasificacion de individuos en grupos reciben
el nombre de variables discriminantes. La prediccion de pertenencia a los grupos se lleva a
cabo determinando una o mds ecuaciones matemadticas, denominadas funciones discriminan-
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tes, que permitan la clasificacién de nuevos casos a partir de la informacién que poseemos
sobre ellos. Estas ecuaciones combinan una serie de caracteristicas o variables de tal modo
que su aplicacién a un caso nos permite identificar el grupo al que mds se parece. En este
sentido podremos hablar del caracter predictivo del andlisis discriminante.

En el andlisis discriminante, una vez comprobado el cumplimiento de los supuestos sub-
yacentes al modelo matematico, se persigue estimar una serie de funciones lineales a partir
de las variables independientes que permitan interpretar las diferencias entre los grupos y
clasificar a los individuos en alguna de las subpoblaciones definidas por la variable depen-
diente. Estas funciones lineales se denominan funciones discriminantes y son combinaciones
lineales de las variables discriminantes.

Siguiendo la metodologia de Fisher, cada una de las funciones discriminantes D; se ob-
tiene como funcidn lineal de las k variables explicativas X, es decir:

Di = u‘iIXl + uiZXZ + -+ uika = 1;2 (2)

Habr4 tantas funciones discriminantes como categorias tenga la variable dependiente
del modelo. En nuestro caso habrd dos funciones discriminantes, una funcién F1 correspon-
diente a la categoria fraude de la variable dependiente y otra funcién F2 correspondiente a la
categoria no fraude de dicha variable. Para clasificar un individuo en una categoria existen
dos criterios fundamentales. Un primer criterio seria clasificar al individuo en el grupo para
el que su funcién discriminante, aplicada en los valores de las variables independientes del
individuo concreto (puntuacién discriminante), tiene un valor mayor. Un segundo criterio
serfa utilizar las probabilidades de pertenencia a cada categorfa. Un individuo se clasifica en
la categoria a la que su pertenencia resulta mds probable.

La probabilidad de pertenencia de un individuo a una categoria o grupo i de la variable
dependiente se evalia mediante:

efi

i Sem

3)
F; son las puntuaciones de las funciones discriminantes en el grupo i.

Si se utilizan propiedades a priori m; diferentes de pertenencia a los grupos, la probabili-
dad anterior tiene la siguiente expresion:

mefi

- Ximefi

P; “

4. Datos: la Muestra del IRPF del IEF

El punto de partida de una buena parte de los trabajos realizados sobre el IRPF es la
muestra de IRPF del IEF (https://www.ief.es/badespe), que proporciona una base de datos de
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gran amplitud (casi dos millones de observaciones por afio) y detalle (mds de 200 variables
personales, familiares y fiscales).? Para este trabajo, se ha completado la informacién que
ofrece el IEF con una muestra facilitada de contribuyentes de IRPF con objetivos de inves-
tigacién por la Agencia Tributaria que permite disponer de datos de gran precision sobre
contribuyentes defraudadores, y en los que ademds no aparecen los problemas de infrarre-
presentacion y falta de respuesta, habituales de las encuestas. Por consiguiente, la riqueza de
estos datos permite realizar multiples andlisis que estan vedados a otras muestras de origen
no fiscal o con un menor detalle.

En cuanto al dmbito poblacional, 1a poblacién objetivo son las declaraciones presentadas
del IRPF correspondientes al ejercicio correspondiente. El dmbito geogrdfico lo constituye el
Territorio de Régimen Fiscal Comun (no incluye Pais Vasco y Navarra). El dmbito temporal
es el ejercicio correspondiente, teniendo presente que las muestras se elaboran y publican
todos los afios.

Las unidades de muestreo son las declaraciones de IRPF del afo analizado y la poblacion
marco la constituye el conjunto de unidades obtenidas a partir de las declaraciones del Mo-
delo 100 de la Agencia Tributaria, al que se puede acceder en: https://sede.agenciatributaria.
gob.es/Sede/procedimientoini/G229.shtml. En nuestro andlisis es posible considerar totas las
opciones de fraude que aparecen en las declaraciones que la Agencia Tributaria registra, una
vez inspeccionadas, en sus bases de datos del IRPF.

La muestra de IRPF disponible para este trabajo permite la construccion de un modelo
de arbol de decisién tomado como variable dependiente una variable dicotémica que toma el
valor 1 si el individuo defrauda y el valor cero si el individuo no defrauda (variable marca).
Las variables independientes son variables dicotomicas que toman el valor 1 para individuos
que defraudan por una determinada causa de fraude y el valor cero si no defraudan por esa
causa de fraude. De esta forma serd posible modelizar el fraude global en funcién de los
distintos factores de fraude y ordenar estos factores de acuerdo con su incidencia en el fraude
global.

Por motivos de confidencialidad legalmente exigidos y escrupulosamente respetados en
esta investigacion, los datos muestrales de individuos defraudadores y no defraudadores, tan-
to para el fraude global como para las distintas causas de fraude, siguen la pauta real sin ser
exactamente coincidentes con los datos concretos. Ademas, se utiliza una base de datos to-
talmente anonimizada. En la préctica, serian defraudadores los individuos de la muestra que
la inspeccidén ha determinado fehacientemente como tales defraudadores, tanto globalmente,
como por las distintas causas.

Dado que el fraude debe de ser fehaciente y que simultdneamente estidn abiertos a ins-
peccién por ley los dltimos 4 afios de declaraciones, la base de datos a utilizar debera ser al
menos de 5 ejercicios anteriores de cualquier ejercicio. Si, ademads, se consideran todos los
problemas de fraude sujetos a recursos en los tribunales, cerrar una base de datos inspeccio-
nada cuesta mucho tiempo. En este trabajo la base de datos que se utiliza es la de 2009, que
cumple los requisitos para su aplicacién.?
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5. Resultados y analisis

5.1. Seleccion de variables relacionadas con el comportamiento del fraude fiscal

El primer objetivo de nuestro trabajo es estimar cudles han sido las variables relacionadas
con el comportamiento de fraude en el IRPF aplicando, para ello, las tipologias de arboles
descritas. La finalidad del arbol es estimar cudles han sido las variables independientes re-
lacionadas con el comportamiento de fraude en el IRPF y ordenar estas variables segtin su
incidencia en el fraude global.

En cuanto a los resultados de los tres modelos, que se recogen en las Figuras 2-4 del
Anexo, se observa que la cuantificacién de la incidencia de los distintos factores sobre el
fraude global sigue el mismo orden en los tres arboles y con niveles de significacion altos.
Las causas o factores de fraude encontradas por los tres modelos permiten obtener una in-
formacién muy importante sobre las declaraciones en las que se comprueba que la principal
causa de fraude procede de la incorrecta declaracién de las fuentes de renta y el resto de los
componentes de la base liquidable que afecta al tipo marginal. De todas las fuentes de renta,
la declaracién de actividades econdmicas es la que tiene una mayor incidencia en el fraude
fiscal, siendo a su vez las declaraciones de gastos deducibles que afecta al cdlculo de los
rendimientos de las actividades econémicas, la siguiente variable relaciona con el compor-
tamiento del fraude mds importante. Sin embargo, en el caso del arbol CHAID exhaustivo al
ser un arbol de decisién menos potente no incluye como significativas otras causas de fraude,
detectada por los métodos CRT y QUEST, como el fraude en la desgravacién por planes de
pensiones y el fraude en la declaracién del nimero de hijos, ascendientes y descendientes.

Tabla 2
DIAGNOSIS DE LOS MODELOS DE ARBOL UTILIZADOS PARA DETECTAR EL
FRAUDE FISCAL

CHAID EXHAUSTIVO CRT QUEST

Riesgo Riesgo Riesgo

Estimacion Error estandar Estimacion Error estandar Estimacion Error estindar
0,037 0,000 0,004 0,000 0,004 0,000
Matriz de confusion: Matriz de confusion: Matriz de confusion:

96,3 % global clasificacién 99,6% global de clasificacién 99,6% global de clasificacién
Fraude por tipo impositivo

36,6%(p-valor:0,00) 36,6%(p-valor:0,00) 36,6%(p-valor:0,00)
Fraude por declaracion de actividades economicas
17,3%(p-valor:0,00) 17,3%(p-valor:0,00) 17,3%(p-valor:0,00)
Fraude por declaracion de gastos
5 %(p-valor:0,00) 5 %(p-valor:0,00) 5 %(p-valor:0,00)
Fraude por desgravacion de planes de pensiones
— 2,2 %(p-valor:0,00) 2,2 %(p-valor:0,00)
Fraude por declaracion de hijos y ascendientes y descendientes
— 1,1 %(p-valor:0,00) 1,1 %(p-valor:0,00)

Fuente: elaboracién propia.
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Los resultados en cuanto a la diagnosis de los tres modelos de arbol utilizados (EXHAUS-
TIVE CHAID, CRT y QUEST), se recogen en la Tabla 2, donde se confirma lo comentado
anteriormente. Se observa que el ajuste matemaético de todos los modelos de 4rbol ha sido de
calidad, con una significatividad alta de los factores principales que inciden sobre el fraude fis-
cal, riesgos pequefios y matrices de confusion con alto porcentaje de aciertos para todos los mé-
todos. No obstante, los modelos CRT y QUEST son superiores al CHAID exhaustivo con por-
centajes de riesgo mds pequefios y porcentajes de aciertos en la matriz de confusién superiores.

A continuacidn, se analizan los factores detectados, presentdndose por orden de impor-
tancia e incidencia sobre el fraude fiscal.

El factor principal de fraude es la manipulacién del tipo marginal aplicable, ya que es
el factor o causa mds incidente en el fraude global, y la primera variable en poder discrimi-
natorio del arbol con un 36,6% de resultado. Suele ser habitual la presencia de actividades
cuyas rentas eluden la tributacién, bien por no ser declaradas o bien por no estar registradas
constituyendo economia sumergida. De esta forma, el tipo marginal correspondiente a la
declaracion resulta inferior al real, manipuldndose asi el resultado de la liquidacién. Las
cuantias defraudadas por esta causa suelen ser de elevada magnitud.

Al reiterar el procedimiento para ordenar el resto de los factores, comprobamos que de
las fuentes de rentas la que estd mas relacionada con el comportamiento del fraude (con una
incidencia del 17,3%), resulta ser la declaracién incorrecta de actividades econdmicas, bien
sea por ocultacién de sus rentas, o bien sea por el no registro fraudulento de las mismas que
las llevan a formar parte también de la economia sumergida. El dificil control de las rentas
de auténomos lleva habitualmente a ingresos no declarados de sus actividades o al indebido
tratamiento de algunas de las partidas declaradas. A pesar del control exhaustivo de la ins-
peccion sobre la declaracién de las actividades econdmicas, pidiendo libros de contabilidad
y documentacién asociada, el fraude no se mitiga lo suficiente

El importante papel que tienen los Rendimientos de Actividades Econdmicas en el an4lisis
del fraude se corrobora al analizar el tercer componente o factor con mayor incidencia en el
fraude: la incorrecta declaracion de gastos desgravables (con un 5% de incidencia en el fraude),
bien sea por la inobservancia de las normas legales o por la realizacién de artificios engafiosos
para eludirlas. En el caso de las subvenciones y ayudas, la mayor parte se registran como gasto
desde el lado del pagador, existiendo otras que se registran minorando ingresos impositivos o
de cotizaciones sociales. La incorrecta aplicacion de la normativa puede llevar en este caso a
la deduccién de gastos incorrecta o a al fraude por manipulacién del tipo marginal aplicable.
En el caso de los gastos financieros, se observa que, en la normativa del IRPF, los gastos finan-
cieros relativos a viviendas no alquiladas o a inversiones financieras no resultan deducibles,
siendo esta norma habitualmente vulnerada. En general, la incorrecta declaraciéon de gastos
derivados de actividades econdmicas suele ser otra fuente de fraude. Esta causa de fraude tam-
bién presenta p-valor nulo, lo cual indica su alta significatividad en el modelo de arbol CHAID.

También aparece entre los factores de fraude significativos con incidencia en el fraude
global, con un 2,2%, el fraude que afecta a la desgravacion de planes de pensiones. Esta rd-
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brica del IRPF fue durante un tiempo el refugio de las rentas altas, ya que desgrava de la base
y ademds por cantidades importantes hasta que se acot6 el maximo deducible. Por lo tanto,
era objeto de especial tratamiento por los declarantes de IRPF con peligro de deducciones
fraudulentas ilegales que acentué la vigilancia de la inspeccién. Pero es interesante este re-
sultado, puesto que se comprueba lo adecuado de las medidas para su control.

Por tltimo, el andlisis ha sefialado como otro de los factores relacionados con el compor-
tamiento del fraude en el ejercicio analizado (con un 1,1% de incidencia), al fraude que afecta
a las declaraciones del nimero de hijos y ascendientes y descendientes, que habitualmente
eran simultdneamente desgravadas por los dos padres (separados, divorciados o en otras si-
tuaciones) en el caso de los hijos o por diferentes hermanos en el caso de los ascendientes.

El resto de las variables analizadas no han resultado que tengan una incidencia signi-
ficativa en el fraude global. Este resultado difiere de los obtenidos en otros trabajos, como
el de Dominguez-Barrero et al. (2017), en el que, aplicando la metodologia de Felman y
Slemrod (2007), encuentran aumentos en los niveles de fraude en fuentes de rentas como
las de capital inmobiliario. No obstante, tal y como los autores sefialan, estos resultados
presentan limitaciones, ya que no siempre es posible interpretar como fraude fiscal los casos
en los que se detectan declaraciones con ingresos inferiores a los esperados en funcién de
la informacidén presentada. En este sentido, hay que destacar el valor del anélisis realizado
en este trabajo, al disponer de una muestra que cuenta con la informacién sobre los contri-
buyentes que han sido sefialados como defraudadores y se cuenta con la informacién sobre
el fraude cometido.

5.2. Modelizacion discriminante para detectar el posible fraude fiscal

Una vez determinados los principales factores relacionados con el fraude fiscal a partir
de las técnicas aplicadas a los datos disponibles, se han elaborado modelos predictivos de
andlisis discriminante que permiten cuantificar la probabilidad que tiene cualquier contri-
buyente actual o futuro de ser defraudador globalmente y por cada factor de fraude, una vez
que presente su declaracion de IRPF, basdndose en los datos previos de la muestra de IRPF
utilizados. La caracterizacion de los contribuyentes segtin el factor de fraude nos permite
llevar a cabo la segmentacion de los declarantes del impuesto por nivel de propensién al
fraude y factor.

Para la seleccion de las variables independientes se ha aplicado el Anélisis de Compo-
nentes Principales (ACP) por las razones comentadas anteriormente. Ademds, la reduccién
por componentes principales es procedente porque el determinante de la matriz de correlacio-
nes de las variables iniciales es practicamente nulo y las comunalidades de las variables estdn
muy cercanas a la unidad. El resultado de la reduccion ofrece 64 componentes principales Ci
(factores) que explican cerca del 80% de la variabilidad inicial de los datos, resultando asi
una buena reduccién. En concreto explican el 79,597% de la variabilidad. La matriz factorial
resultante después de una rotacion VARIMAX permite obtener las combinaciones lineales de
las componentes en funcién de las variables iniciales, que serdn las siguientes:
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C, = 0,0723X, + 0,492X, + 0,502X5 + 0,497X, + ---
C, = —0,329X, — 0,307X, — 0,310X5 — 0,307X, + --- )
C; = 0,132X, — 0,442X, — 0,441X; — 0,443X, + ---

El siguiente paso en nuestro andlisis serd la estimacion de los modelos discriminantes
para el fraude global y para los distintos factores de fraude que indicen en el fraude global
utilizando como variables independientes las puntuaciones de las componentes principales.

Resulta entonces que una vez estimados los modelos discriminantes Fisher para el fraude
global y para los cinco factores de fraude detectados en el apartado anterior, tomando como
variables independientes los 64 factores (ninguno resulta expulsado del modelo por los criterios
de seleccion de variables discriminantes), se obtienen los coeficientes de las funciones discri-
minantes cuyos resultados se presentan en la Tabla 3. Se puede observar segtn los estadisticos
de la tabla que el ajuste matemaético de todos los modelos de andlisis discriminante ha sido de
calidad, con significatividad alta de los modelos, matrices de confusién con alto porcentaje de
aciertos (79,1% para el fraude global, 77,5% para el fraude por tipo marginal, 89,7% para el
fraude por actividades econdmicas, 89,5% para el fraude por desgravacion de gastos, 85,7%
para el fraude por planes de pensiones y 86,7% para el fraude por declaracién de hijos, as-
cendientes y descendientes) y dreas bajo la curva ROC (Receiver Operating Characteristic o
Caracteristica Operativa del Receptor) muy cercanas a la unidad, como se puede comprobar
en la Figura 5 del Anexo. En cuanto a la diagnosis de los modelos, observamos los resultados
del contraste de la Lambda de Wilks cuyo p-valor (Sig.) pequefio valida la significatividad de
cada uno de los modelos discriminantes en su conjunto. Ademas, los resultados de la prueba M
de Box, cuyo p-valor es pequefio, muestra la ausencia de heteroscedasticidad en los modelos.

Tabla 3
RESULTADOS DE LAS FUNCIONES DISCRIMINANTES DE FISHER (2) PARA EL
FRAUDE FISCAL
Modelo discriminante Funciones discriminantes de F isher Lamda-Wilks M-Box Area ROC % clas.
D;=ujCq +upCy+tuy G i=1,2
D0=-0,378C, -0,05C, +...-0,005C,,~0,776 0,651 69380,4 0,886 79,1
D1=0,226C,+0,03C, +...+0,008C,-0,942 (0,00) (0,00) (0,00) (0,00)
ftmg=F(C;.C,,....C)+e  D0=-0,115C,-0,15C, +...-0,005C,-0,776 0,77 28589,8 0,832 77,5

D1=0,199C, +0,026C, +...+0,008C, 0942 (0,00)  (0,00)  (0,00)

f.aaee=F(C;,Cp..Cp)+e  DO=-0,404C,+0,26C,+...-0,003C,,~ 1,006 0,458 236163 0,947 89,7
D1=-0,762C,-0,049C, +...+0,005C,,~ 1,808 (0,00)  (0,00)  (0,00)

f gastos = F(C;,Cy,....C,)+e D0=-0,019C, +...-0,003C,,~0.,712 0,797  25713,8 0,856 89,5
D1=-0,130C, +...+0,005C,,—~ 1.557 (0,000  (0,00)  (0,00)

f planp =F(Cy,Cyy....C,)+e DO=-0203C,+0,011C, +...+0,001C,,~0.830 0,583 193245 0,9 85,7
D1=0,529C,~0,029C, +...~0,003C,, — 1,625 (0,000 (0,000  (0,00)

f nhijos = F(C;,Cy,....C,)+e D0=-0,0014C, +...-0,002C,,~0.697 0864 74077 0,895 867
D1=0,299C, +...~0,041C,~2,367 (0,000  (0,00)  (0,00)

Fuente: elaboracién propia.

Nota: Entre paréntesis aparece el p-valor (significatividad).
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Los métodos predictivos para el andlisis del fraude permiten calcular la probabilidad de
fraude o propensiones al fraude (global o por causas de fraude, para todos los individuos de la
muestra) de acuerdo con las ecuaciones (3)-(4). Los resultados de las propensiones al fraude
se recogen en la Figura 6 del Anexo, donde se muestra una comparacién entre las densidades
de probabilidad para las propensiones al fraude, calculadas mediante el algoritmo del Kernel,
para las distintas causas de fraude resultantes de nuestra investigacion.

En general, la densidad de probabilidad para los diferentes factores de fraude es muy
similar. En concreto, se observa la tendencia bimodal de las propensiones al fraude, donde
la densidad es alta para valores pequefios de probabilidad de fraude (hay muchos declarantes
con probabilidad de fraude baja asociados al primer cuartil de la distribucién) y desciende
seguin va aumentando la propension al fraude (entre el primer y el tercer cuartil) tendiendo a
ser constante hasta propensiones de valor 0,8. Finalmente, la densidad es alta para valores al-
tos de probabilidad de fraude (vuelve a haber muchos declarantes con probabilidad de fraude
alta por encima del tercer cuartil).

Particularmente las propensiones al fraude en IRPF por actividades econémicas, planes
de pensiones y rendimientos de capital inmobiliario se comportan de forma muy similar. Lo
mismo ocurre con las propensiones al fraude en IRPF por tipo marginal, nimero de hijos
y desgravacion de gastos. Vemos asi que los patrones de fraude no difieren mucho para los
diferentes factores de fraude.

Los resultados obtenidos la diagnosis de los modelos empleados (Tablas 2 y 3) son muy
satisfactorios, con una ratio de eficiencia media que alcanza un 89,3%, que mejora los obte-
nidos en otros trabajos para Espaia y centrados también en el IRPF, como son los realizados
por Pérez et al., 2019 y Gonzélez et al., 2021. En primer lugar, la evidencia obtenida confirma
las mayores posibilidades de andlisis de la propuesta realizada basada en el uso de técnicas de
aprendizaje supervisado frente a los trabajos que usan aprendizaje no supervisado, como es
el caso de Gonzdlez et al., 2021, que requiere asumir supuestos para la deteccion de los casos
de fraude a partir de los datos considerados como andémalos por el modelo. Ademds, también
mejora otros que usan el aprendizaje supervisado, pero con herramientas alternativos, como
es el andlisis de redes neuronales de Pérez et al., 2019, en el que se obtiene un 84,2% de
eficiencia, inferior a la obtenida en nuestro trabajo.

5.3. Cuantificacion agregada del nivel de fraude fiscal y evolucion del indice de fraude
en IRPF en Espaiia

Con el objetivo de realizar un andlisis complementario empleando la metodologia pro-
puesta, se ha considerado llevar a cabo también una cuantificacién agregada del nivel de
fraude.* Este andlisis permite reforzar el objetivo esencial de este trabajo que es establecer
una metodologia para el andlisis del fraude fiscal en IRPF, aplicable incluso a otras figuras
impositivas y que permite realizar una cuantificacién agregada del nivel de fraude. Dado
que en el trabajo se calculan las probabilidades de fraude asignadas a cada contribuyente,
es posible utilizar el valor esperado medio de estas probabilidades para computar el fraude
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agregado en IRPF y comprobar la robustez de nuestros resultados. La estimacion realizada
nos da como resultado una cifra del 28,2%.

Por otra parte, también es muy interesante calcular la evolucion en el tiempo del fraude
en IRPF. Inicialmente podria pensarse en aplicar la metodologia aqui expuesta para calcular
afio a afio las probabilidades de fraude basdndose en un conjunto de datos como es el Panel de
IRPF elaborado por el Instituto de Estudios Fiscales con datos de la Agencia Tributaria. Pero
este método tiene dos desventajas claras. La primera es la disponibilidad de datos de fraude
para los sucesivos afos y la segunda es que, como la mayoria de los contribuyentes del panel
son los mismos en los diferentes afios, la variable fraude no recogeria la variabilidad real del
fraude en la poblacion de todos los declarantes. No olvidemos que el hecho de que un indi-
viduo haya sido detectado como fraudulento en un afio dado, condiciona su comportamiento
futuro respecto al fraude.

No obstante, puede calcularse la evolucion del fraude en IRPF por otra via alternativa.
Por una parte, disponemos de los ingresos declarados por los contribuyentes en los sucesivos
afios a través de los microdatos del Panel de Renta o de las muestras anuales de IRPF. Al
tratarse de registros administrativos a nivel micro, esta informacion es fehaciente y presenta
poco error. La metodologia utilizada para calcular los indices de fraude en IRPF sigue la
propuesta en Lagares (1987) y adaptada posteriormente en Pulido (2014). De esta forma
disponemos de la recaudacion efectiva o ingresos declarados. Por otra parte, disponemos de
la recaudacion potencial en IRPF a través de las cifras de la Contabilidad Nacional®, es decir,
disponemos de la recaudacidn que percibiria el Estado si todos los contribuyentes cumplieran
de forma estricta la norma.

La comparacidn entre la recaudacién potencial (lo que se debiera recaudar) y la recauda-
cion efectiva (lo que realmente se recauda), que se recogen en las columnas 2 y 3 de la tabla
5 del anexo, puede utilizarse para cuantificar el grado de cumplimiento y el indice de fraude
en IRPF. De esta forma podriamos valorar adecuadamente la evolucién del fraude en IRPF
en el tiempo.

Podemos definir el grado de cumplimiento como:

o Ingresos declarados
Grado de cumplimiento = — - (6)
Recaudacion potencial

A continuacion, se define el indice de fraude como:
Indice de Fraude = 1 — Grado de Cumplimiento 7

En cuanto a la evolucién del fraude (Figura 1), si se evalda la evolucion del Indice de
fraude en IRPF en el periodo analizado a partir de la informacién disponible tanto en el panel
de declarantes, como en la Contabilidad Nacional, se observa que en periodos de crecimiento
econémico el nivel de fraude decrece, mientras que en periodos de crisis el nivel de fraude
aumenta volviendo posteriormente a su cauce normal a medida que la economia se recupera.
Por otra parte, para el afio 2009 el fraude estimado en IRPF por la via de las probabilidades
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de fraude de los contribuyentes se valord en un 28,2%, mientras que a través de la evolucién
de los indices de fraude se valoré en un 27,3%. Los resultados no son muy diferentes.

Figura 1
EVOLUCION DEL INDICE DE FRAUDE EN IRPF EN ESPANA (1995-2016)
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Fuente: elaboracion propia a partir del Panel de declarantes de IRPF (Agencia Tributaria: Estadistica
de los declarantes del IRPF) y Contabilidad Nacional (Ministerio de Hacienda y Funcién Publica).

6. Conclusiones

Un aspecto importante a la hora de controlar el fraude fiscal es disponer de herramien-
tas que faciliten la caracterizacién y deteccion de los defraudadores. Con este objetivo, en
este trabajo se ofrece una propuesta de andlisis en la que, en primer lugar, se identifican las
variables del impuesto mds relacionadas con el comportamiento de fraude y se cuantifica
su incidencia mediante el empleo de arboles de decision. La diagnosis de estos modelos ha
resultado muy correcta, superando a los resultados de otros trabajos realizados sobre este
impuesto en Espafia (Perez et al., 2019, Gonzélez et al., 2021). La propuesta de andlisis que
se ofrece en esta investigacion constituye una contribucién importante a la hora de establecer
planes de prevencion del fraude y reformas fiscales orientadas a aquellas tipologias o factores
de fraude mds habitualmente utilizadas por los contribuyentes.

El andlisis de los resultados obtenidos muestra que el principal factor que incide en el
fraude en IRPF es la manipulacién del tipo marginal aplicable, que viene derivada principal-
mente de la ocultacion de ingresos por diferentes fuentes de renta en la base liquidable del
impuesto y no por variables relacionadas con la consignacién de las deducciones en la cuota.
De esta forma, el tipo marginal correspondiente a la declaracion resulta inferior al real, alte-
rando asi el resultado de la liquidacién. Las cuantias defraudadas por esta causa suelen ser
de elevada magnitud. Al reiterar el procedimiento, comprobamos que, de las distintas fuentes
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de renta del contribuyente, la que tiene mayor incidencia en el fraude en el IRPF resulta ser
la declaracién incorrecta de actividades econdémicas. El dificil control de las rentas de aut6-
nomos lleva habitualmente a ingresos no declarados de sus actividades. Nuestros resultados
también han puesto de manifiesto que es la incorrecta declaracién de gastos desgravables en
el calculo de los rendimientos de actividades econdmicas, bien sea por la inobservancia de las
normas legales o por la realizacién de artificios engafiosos para eludirlas, el factor de fraude
mads destacado en este andlisis. Para la Agencia Tributaria el control de las rentas de los aut6-
nomos es uno de los principales aspectos en los que debe centrar su atencion.

A partir de la informacion obtenida es posible caracterizar a los contribuyentes segtn el
factor de fraude. Para ello, se han elaborado modelos predictivos de Andlisis Discriminante
que permiten cuantificar la probabilidad o propensién que tiene cualquier contribuyente ac-
tual o futuro al fraude global y a cada factor de fraude, una vez que presente su declaracién de
IRPF. Estos modelos han hecho posible la segmentacion de los declarantes del impuesto por
nivel de propension al fraude, lo que supone una propuesta de gran interés para las Agencias
Tributarias, ya que les permitiria priorizar sus inspecciones fiscales a partir de los modelos
obtenidos, siendo este uno de los objetivos que destacan en las directrices generales del Plan
Anual de Control Tributario y Aduanero (BOE, 2022). De hecho, dentro de las medidas de
prevencion y control del fraude fiscal, la AEAT pretende mejorar la valoracion del riesgo re-
caudatorio a través de herramientas informaticas de mineria de datos. Una vez realizada esta
definicién de riesgos, se disefiaran los perfiles que combinen y ponderen los riesgos defini-
dos, creando grupos para seleccionar contribuyentes que sean objeto de especial seguimiento.

Las orientaciones para la actuacion de la Agencia Tributaria en los proximos afios estan
en linea con los objetivos propuestos en este trabajo. Entre las acciones dirigidas a mejorar
el cumplimiento tributario se encuentra el uso de técnicas basadas en la comprension del
comportamiento del contribuyente, como la que se plantea en este trabajo. Ademads, pretende
desarrollar actuaciones de comprobacion e investigacion sobre los obligados tributarios en lo
que concurran perfiles de riesgo, lo que requiere la definicion previa de los criterios basicos
y de las dreas de riesgo fiscal que se consideren de atencién prioritaria para el ejercicio. Para
llevar a cabo esta tarea el uso de las herramientas propuestas en este trabajo puede ser de gran
interés, ya que para la definicion de estos perfiles de riesgo se creardn grupos para seleccionar
contribuyentes que sean objeto de especial seguimiento.

Otra de las medidas planteadas por la Agencia Tributaria se centra en el empleo de la téc-
nica de trabajo, basada en los principios de la OCDE conocidos como “Behavioural insights”
consistente en complementar el plan extensivo anual de visitas a determinadas actividades
empresariales con la emisiéon de un nimero de cartas de aviso dirigidas a aquellos contri-
buyentes, de los sectores elegidos, que incurran en determinados pardmetros de riesgo de
incumplimiento cuando se observe que dichos pardmetros se vienen manteniendo de forma
continuada a lo largo de los tltimos ejercicios. En este proceso también pueden ser de interés
las herramientas propuestas en este trabajo con las que es posible determinar la probabilidad
de fraude fiscal de los contribuyentes. En el andlisis realizado, uno de los patrones de mayor
interés son los contribuyentes que realizan actividades econdmicas, por lo que la evidencia
obtenida puede contribuir a reforzar este tipo de acciones de la Agencia Tributaria.
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Finalmente, un aspecto de interés de la propuesta realizada es la posibilidad de ser apli-
cada a cualquier muestra de declarantes para los que se disponga de informacién sobre los
contribuyentes sefialados por la Administracién como defraudadores. Para las Agencias Tri-
butarias realizar este tipo de andlisis puede ampliar su capacidad de control del fraude fiscal.
Ademads, la metodologia expuesta en este trabajo es aplicable al andlisis del fraude en cual-
quier otro impuesto y para otros afios disponibles de IRPF, cuando sea posible disponer de
una muestra con las mismas caracteristicas que la que hemos dispuesto en este trabajo. En
este sentido, en el futuro también seria muy interesante explorar las posibilidades que ofrece
utilizar la metodologia presentada con otras muestras, como los paneles de declarantes. Del
mismo modo, explorar con mds detalle la evolucién del incumplimiento de contribuyentes
ya investigados y analizar la evolucién de la composicién y magnitud relativa de sus fuentes
de renta. Estas extensiones de esta investigacion pueden ser muy utiles para el avance del
estudio del fraude fiscal en Espafia.

Es necesario tener presente que el aspecto cuantitativo de este trabajo se desarrolla en
el campo de los grandes datos (Big Data). Los andlisis realizados se han ajustado para dos
millones de registros. Con software normal no seria posible realizar estas tareas. Se ha utili-
zado software de IBM que incorpora la posibilidad de trabajar en los campos del Big Data y
la Mineria de Datos.
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Anexo
Figura 2
RESULTADOS DE LA ESTIMACION DEL ARBOL DE CLASIFICACION
CHAID EXHAUSTIVO PARA EL FRAUDE
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Figura 3
RESULTADOS DE LA ESTIMACION DEL ARBOL DE CLASIFICACION
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Figura 4
RESULTADOS DE LA ESTIMACION DEL ARBOL DE CLASIFICACION
QUEST PARA EL FRAUDE
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Figura 5
CURVAS ROC DE LOS MODELOS DISCRIMINANTES PARA EL FRAUDE
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Figura 6
FUNCIONES DE DENSIDAD DE PROBABILIDAD DE PROPENSIONES AL
FRAUDE FISCAL
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DATOS SOBRE LA RECAUDACION DE IRPF EN ESPANA (1995-2016)

Recaudacion Ingresos Cumplimiento Indice de
Afios Potencial declarados Fiscal Fraude en IRPF
(millones euros) (millones de euros) Ecuacion (6) Ecuacioén (7)
1995 262,605 183,580 69,9% 30,1%
1996 279,339 195,025 69,8% 30,2%
1997 298,794 199,823 66,9% 33,1%
1998 318,591 214,187 67,2% 32,8%
1999 339,055 202,424 59,7% 40,3%
2000 368,059 222,653 60,5% 39,5%
2001 402,412 241,053 59,9% 40,1%
2002 422,137 256,854 60,8% 39.2%
2003 450,916 314,114 69,7% 30,3%
2004 474,399 337,423 71,1% 28,9%
2005 504,575 370,313 73,4% 26,6%
2006 535,145 421,576 78,8% 21,2%
2007 566,129 396,453 70,0% 30,0%
2008 577,692 412,399 71,4% 28,6%
2009 553,862 402,651 72,7% 27,3%
2010 542,565 389,610 71,8% 28,2%
2011 543,611 392,244 72,2% 27,8%
2012 505,145 371,795 73,6% 26,4%
2013 498,573 369,913 74,2% 25,8%
2014 503,117 375,010 74,5% 25,5%
2015 530,444 392,187 73,9% 26,1%
2016 546,644 402,617 73,7% 26,3%

Fuente: elaboracion propia a partir del Panel de declarantes de IRPF (Agencia Tributaria: Estadistica de los decla-
rantes del IRPF) y Contabilidad Nacional (Ministerio de Hacienda y Funcién Publica.
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Notas

1. Para la implementacién de estas técnicas se ha utilizado el software IBM SPSS Modeler.

2. En Onrubia et al. (2011 y 2012) y en Pérez et al., (2012) se describe la muestra y el panel de declarantes que
se elabora en el Instituto de Estudios Fiscales.

3. Para un mayor detalle sobre la muestra de declarantes y el esquema de IRPF en ese afio, puede consultarse
Pérez et al. (2012).

4. Agradecemos la sugerencia realizada por uno de los evaluadores de este trabajo para incorporar este analisis.

5. Para més detalle sobre esta informacién se puede acceder en IGAE: Contabilidad Nacional (https://hacienda.gob.
es).
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Abstract

This paper presents a proposal to model and predict the behavior of Personal Income Tax (IRPF) tax-
payers with data mining techniques. Decision trees and discriminant analysis are combined to quantify
each taxpayer's propensity to fraud using the tax components with the highest incidence of fraud. The
model achieves an average efficiency in predictions of more than 89%, allowing respondents to be
segmented by level of propensity to fraud. The proposal can be used in the audit and control process
carried out by the Tax Agency.
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	Resumen
	Este trabajo presenta una propuesta para modelizar y predecir el comportamiento de los contribuyentes del Impuesto de la Renta de las Personas Físicas (IRPF) con técnicas de minería de datos. Se combinan los árboles de decisión y el análisis discriminante para cuantificar la propensión al fraude de cada contribuyente usando los componentes del impuesto con mayor incidencia en el fraude. El modelo alcanza una eficiencia media en las predicciones superior al 89%, permitiendo segmentar a los declarantes por ni
	-

	Palabras clave: fraude fiscal, minería de datos, IRPF, predicción.
	Clasificación JEL: H26, C55, C38.
	1. Introducción
	Uno de los grandes retos al que se enfrentan los países en la actualidad es la reducción del fraude fiscal, de ahí el interés por contribuir a su detección y control con nuevas estrategias (Prichard et al., 2019). La expansión de las tecnologías y las posibilidades de comunicación global, aunque han limitado algunas de los canales de fraude (Alognon et al, 2021) y han favorecido los acuerdos internacionales de intercambio de información (O’Reilly et al., 2021), han hecho, a su vez, posible nuevas formas de 
	-
	-

	Las auditorías fiscales que realiza la Agencia Tributaria son una fuente directa sobre el cumplimiento fiscal y ofrece una valiosa información sobre el comportamiento de los contribuyentes, pero son costosas y limitadas, dado el elevado número de contribuyentes a analizar (Chica et al., 2021). Para avanzar en la lucha contra el fraude fiscal, las Agencias Tributarias están realizando una gran apuesta por el uso de técnicas de procesamiento basadas en la minería de datos. El desarrollo de modelos predictivos
	-
	-

	Nuestro trabajo se encuadra en esta línea de investigación y contribuye a la actual literatura en varios aspectos. En primer lugar, este trabajo amplía la literatura sobre el fraude fiscal en el IRPF al ofrecer una propuesta metodológica que, combinando las técnicas de árboles de decisión y el análisis discriminante, consigue aumentar la eficiencia de las predicciones de fraude en este impuesto y ofrecer nueva evidencia dentro de la aplicación práctica. Además, en esta propuesta es posible la identificación
	-
	-
	-

	El apartado siguiente ofrece la revisión de la literatura. En la sección tercera se presenta la propuesta metodológica para modelizar y predecir el comportamiento fiscal de los contribuyentes y, a continuación, en la sección cuarta se describe la base de datos utilizada para su aplicación. El apartado siguiente presenta los resultados obtenidos con la propuesta realizada y la cuantifica del nivel de fraude de forma agregada, además se realiza un análisis complementario sobre la evolución del índice de fraud
	-
	-

	2. Revisión de la literatura
	El uso de las técnicas de minería de datos se ha extendido a numerosas áreas de investigación con el objetivo de encontrar patrones y tendencias que existen en grandes conjuntos de datos (Wendler y Gröttrups, 2021). Su análisis hace posible obtener estructuras comprensibles para su uso posterior, bien para prever el comportamiento futuro de la variable analizada (técnicas de aprendizaje supervisado) o para lograr describirla ayudando a su comprensión (técnicas de aprendizaje no supervisado). 
	-
	-

	Entre los principales retos a los que se enfrentan los trabajos que usan estas herramientas está el identificar la técnica apropiada para usar en cada uno de los contextos y para los objetivos en los que se emplean. Cada técnica constituye un enfoque conceptual para extraer la información de los datos, y, en general, es implementada por varios algoritmos. Su elección en el análisis del fraude fiscal viene determinada, en gran medida, por la posibilidad de disponer de datos de los que aprender (datos de defr
	-
	-
	-
	-
	-

	Una alternativa a estas técnicas es el uso de herramientas de aprendizaje semi-supervisado (Kleanthous y Chatzis, 2020), con las que es posible entrenar modelos en los que no se dispone de un número elevado de datos etiquetados o datos de contribuyentes que hayan cometido fraude fiscal. En la literatura también podemos encontrar con trabajos que utilizan modelos híbridos que combinan distintas técnicas para mejorar la precisión obtenidos validando el grupo de individuos seleccionados como potenciales defrau
	-
	-

	Los trabajos que utilizan aprendizaje supervisado (Tabla 1) han usado, entre los algoritmos de clasificación más frecuentes: árboles de decisión (Mittal et al., 2018), redes neuronales (Rosid, 2022), reglas de asociación (Matos et al, 2015) y redes bayesianas (Castellón y Velásquez, 2013), a partir de las auditorías realizadas por las Agencias Tributarias. Los avances en la lucha contra el fraude fiscal a nivel internacional han ampliado las posibilidades de análisis a numerosos países. Podemos encontrar tr
	-
	-

	Tabla 1
	TRABAJOS SOBRE FRAUDE FISCAL CON TÉCNICAS DE APRENDIZAJE SUPERVISADO
	Autores
	Autores
	Autores
	Autores
	Autores

	Principales herramientas 
	Principales herramientas 

	Ámbito de estudio
	Ámbito de estudio

	Muestra 
	Muestra 


	Ameur y Tkiouat, 2012
	Ameur y Tkiouat, 2012
	Ameur y Tkiouat, 2012

	Árboles de decisión
	Árboles de decisión

	I. Sociedades
	I. Sociedades

	Empresas-Marruecos
	Empresas-Marruecos


	Basta et al., 2009
	Basta et al., 2009
	Basta et al., 2009

	Reglas Básicas de Decisión
	Reglas Básicas de Decisión

	IVA
	IVA

	Empresas-Italia
	Empresas-Italia


	Castellón y Velásquez, 2013
	Castellón y Velásquez, 2013
	Castellón y Velásquez, 2013

	Árboles de decisión, redes neuronales y bayesianas
	Árboles de decisión, redes neuronales y bayesianas

	IVA
	IVA

	Empresas-Chile
	Empresas-Chile


	Da Silva et al., 2016
	Da Silva et al., 2016
	Da Silva et al., 2016

	Redes Bayesianas
	Redes Bayesianas

	I. Renta
	I. Renta

	Individuos-Brasil
	Individuos-Brasil


	Matos et al., 2015 
	Matos et al., 2015 
	Matos et al., 2015 

	Reglas de asociación 
	Reglas de asociación 

	IVA
	IVA

	Empresas- Brasil
	Empresas- Brasil


	Mittal et al., 2018
	Mittal et al., 2018
	Mittal et al., 2018

	Árboles de decisión
	Árboles de decisión

	IVA
	IVA

	Empresas-Delhi (India)
	Empresas-Delhi (India)


	Murorunkwere et al., 2022
	Murorunkwere et al., 2022
	Murorunkwere et al., 2022

	Redes Neuronales
	Redes Neuronales

	I. Renta
	I. Renta

	Individuos-Ruanda
	Individuos-Ruanda


	Pérez et al., 2019
	Pérez et al., 2019
	Pérez et al., 2019

	Redes Neuronales
	Redes Neuronales

	IRPF
	IRPF

	Individuos-España
	Individuos-España


	Rosid, 2022
	Rosid, 2022
	Rosid, 2022

	Redes Neuronales
	Redes Neuronales

	I. Sociedades
	I. Sociedades

	Empresas-Indonesia
	Empresas-Indonesia


	Xu et al., 2022
	Xu et al., 2022
	Xu et al., 2022

	Árboles de decisión y redes neuronales
	Árboles de decisión y redes neuronales

	I. Sociedades
	I. Sociedades

	Empresas-China
	Empresas-China


	Wu et al., 2012
	Wu et al., 2012
	Wu et al., 2012

	Reglas de asociación
	Reglas de asociación

	IVA
	IVA

	Empresas -Taiwan
	Empresas -Taiwan


	Zumaya et al., 2021
	Zumaya et al., 2021
	Zumaya et al., 2021

	Redes Neuronales y árboles de decisión
	Redes Neuronales y árboles de decisión
	-


	IVA
	IVA

	Individuos y empresas-México
	Individuos y empresas-México


	Fuente: elaboración propia.
	Fuente: elaboración propia.
	Fuente: elaboración propia.
	Nota: I.: Impuesto.




	3. Marco metodológico: los árboles de decisión y el análisis discriminante
	En este trabajo se han seleccionado las técnicas de árboles de decisión y el análisis discriminante para ofrecer una propuesta metodológica que permite, en primer lugar, identificar los factores o componentes que, en la propia estructura del impuesto, afectan al fraude fiscal. A partir de la información obtenida, es posible, a continuación, caracterizar a los contribuyentes declarantes en el IRPF, al detectar patrones de comportamiento de fraude en base a la información tributaria disponible. De este modo, 
	-
	1
	-

	Los árboles de decisión son modelos predictivos, que tratan de resolver los problemas de discriminación en una población. Para ello, se segmentan de forma progresiva la muestra con el fin de obtener una clasificación fehaciente en grupos homogéneos, según la variable de interés denominada variable de segmentación. Se trata, por tanto, de seleccionar las variables explicativas que son más discriminantes para la variable dependiente y de construir una regla de decisión que permita asignar un nuevo individuo a
	-
	j

	En nuestro caso utilizaremos un modelo de árbol de decisión que explica el fraude global (variable dependiente) en función de los factores determinantes (variables independientes). En primer lugar, obtendremos el factor que mejor explica el fraude global y reiteraremos el procedimiento para ordenar los distintos determinantes de acuerdo con su incidencia sobre el fraude global. Para llevar a cabo este análisis se aplicarán los tres tipos de árboles más utilizados hoy en día son: los árboles CHAID y CHAID ex
	El método CHAID (Chi-square Automatic Interaction Detector) es la conclusión de una serie de métodos basados en el detector Automático de Interacciones (AID) de Morgan y Sonquist (1963). La variable dependiente suele ser cualitativa (nominal u ordinal) o cuantitativa con valores agrupados en pocos intervalos. Para variables cualitativas, el proceso lleva a cabo una serie de análisis χ2 entre las variables dependiente y predictoras. En el caso de variables dependientes cuantitativas, se categorizan reduciénd
	-
	-
	-
	-

	Para garantizar el hallazgo de la división más significativa se utiliza el método CHAID exhaustivo ya que trata a todas las variables por igual, independientemente del tipo de variable y del número de categorías. Por otro lado, este método permite trabajar con variables dependientes categóricas y métricas. Las variables categóricas utilizan el estadístico χ2 y dan lugar a un árbol de clasificación. Las variables métricas utilizan el estadístico F y dan lugar a lo que se conoce como árboles de regresión. Tam
	-
	-

	El método CART (Classification And Regression Trees) o C&RT es una alternativa al CHAID exhaustivo para árboles de clasificación (variables dependientes categóricas). Este método nació para intentar superar algunas de las deficiencias y debilidades que por entonces mostraba la formulación original del CHAID, que estaba limitado inicialmente a variables dependientes nominales y variables independientes categóricas hasta la aparición de su versión exhaustiva. Estaba claro que se necesitaba utilizar predictore
	-

	Los árboles QUEST (Quick, Unbiased, Efficient, Statistical Tree) consisten en un algoritmo de clasificación arborescente creado específicamente para solventar dos de los principales problemas que presentan métodos como CART y CHAID exhaustivo, a la hora de dividir un grupo de sujetos en función de una variable independiente. Este tipo de árboles mitigan la complejidad computacional (enfoque de cálculo más sencillo) y los sesgos en la selección de variables. Se trata de evitar que se seleccionen aquellas var
	-
	-
	-
	-

	En cuanto a la valoración de los métodos de construcción de árboles, podría establecerse un orden de jerarquía (nunca absoluto) que sitúe el método QUEST como superior a CART y este último método superior a CHAID. No olvidemos que QUEST admite métodos de validación mediante poda y permite utilizar combinaciones lineales de variables. Pero debe quedar claro que esta evaluación sólo es válida en líneas generales. Para un mayor detalle de las técnicas puede consultarse Pérez y Santín (2007) y Pérez (2009, 2010
	En nuestro modelo de árbol, tanto la variable dependiente como las independientes son categóricas, ya que modelizamos el fraude global (variable dependiente) en función de los factores de fraude más comunes en el IRPF (variables independientes). Además, todas las variables son binarias, ya que todas ellas se miden en término de fraude (categoría 1) o no fraude (categoría 0). Por lo tanto, podremos utilizar todas las tipologías de árboles y compararlas entre sí.
	-
	-
	-

	Una vez seleccionados los factores relacionados con el fraude, en este trabajo se elaborarán modelos predictivos que permiten cuantificar la probabilidad que tiene cualquier contribuyente actual o futuro de ser defraudador por cada factor de fraude una vez que presente su declaración de IRPF, basándose en los datos de la muestra de IRPF utilizando, para ello, el análisis discriminante. El análisis discriminante es una técnica que tiene como finalidad construir un modelo predictivo para pronosticar el grupo 
	-
	-
	-
	-

	El modelo predictivo que pronostica el grupo de pertenencia de una observación en virtud de su perfil define la relación entre una variable dependiente (o endógena) no métrica (categórica) y varias variables independientes (o exógenas) métricas. Por tanto, la expresión funcional del análisis discriminante puede escribirse como:
	-

	  (1)
	Figure

	con la variable dependiente no métrica y las variables independientes métricas. Las categorías de la variable dependiente definen los posibles grupos de pertenencia de las observaciones o individuos y las variables independientes definen el perfil conocido de cada observación. El objetivo esencial del análisis discriminante es utilizar los valores conocidos de las variables independientes medidas sobre un individuo u observación para predecir con qué categoría de la variable dependiente se corresponden para
	-
	-

	En este trabajo vamos a utilizar una muestra de IRPF elaborada para este análisis que toma como variables independientes del modelo discriminante las partidas económicas declaradas por el individuo en el modelo 100 de IRPF (prácticamente 200 variables) y como variable dependiente una variable dicotómica que toma el valor 1 si el individuo defrauda por una determinada causa de fraude y toma el valor 0 si el individuo no defrauda. Con el modelo discriminante se buscará predecir la probabilidad que tiene cualq
	-

	Como las variables independientes o explicativas de nuestro trabajo están muy correladas, las reduciremos a un grupo mucho menor de variables incorreladas mediante el análisis de componentes principales. De esta forma evitaremos problemas de multicolinealidad, influencia de valores atípicos, normalidad de la variables y confidencialidad en los datos.
	-
	-

	El paso siguiente en nuestro análisis consiste en la aplicación del análisis discriminante con las dos grandes finalidades de clasificar a los individuos en los grupos de la variable categórica dependiente y la predicción de pertenencia a los citados grupos. 
	-

	Las características usadas para realizar esta clasificación de individuos en grupos reciben el nombre de variables discriminantes. La predicción de pertenencia a los grupos se lleva a cabo determinando una o más ecuaciones matemáticas, denominadas funciones discriminantes, que permitan la clasificación de nuevos casos a partir de la información que poseemos sobre ellos. Estas ecuaciones combinan una serie de características o variables de tal modo que su aplicación a un caso nos permite identificar el grupo
	-

	En el análisis discriminante, una vez comprobado el cumplimiento de los supuestos subyacentes al modelo matemático, se persigue estimar una serie de funciones lineales a partir de las variables independientes que permitan interpretar las diferencias entre los grupos y clasificar a los individuos en alguna de las subpoblaciones definidas por la variable dependiente. Estas funciones lineales se denominan funciones discriminantes y son combinaciones lineales de las variables discriminantes.
	-
	-

	Siguiendo la metodología de Fisher, cada una de las funciones discriminantes D se obtiene como función lineal de las k variables explicativas X, es decir:
	i
	-

	  (2)
	Figure

	Habrá tantas funciones discriminantes como categorías tenga la variable dependiente del modelo. En nuestro caso habrá dos funciones discriminantes, una función F1 correspondiente a la categoría fraude de la variable dependiente y otra función F2 correspondiente a la categoría no fraude de dicha variable. Para clasificar un individuo en una categoría existen dos criterios fundamentales. Un primer criterio sería clasificar al individuo en el grupo para el que su función discriminante, aplicada en los valores 
	-

	La probabilidad de pertenencia de un individuo a una categoría o grupo i de la variable dependiente se evalúa mediante:
	  (3)
	Figure

	F son las puntuaciones de las funciones discriminantes en el grupo i.
	i

	Si se utilizan propiedades a priori π diferentes de pertenencia a los grupos, la probabilidad anterior tiene la siguiente expresión:
	i
	-

	  (4)
	Figure

	4. Datos: la Muestra del IRPF del IEF
	El punto de partida de una buena parte de los trabajos realizados sobre el IRPF es la muestra de IRPF del IEF (https://www.ief.es/badespe), que proporciona una base de datos de gran amplitud (casi dos millones de observaciones por año) y detalle (más de 200 variables personales, familiares y fiscales). Para este trabajo, se ha completado la información que ofrece el IEF con una muestra facilitada de contribuyentes de IRPF con objetivos de investigación por la Agencia Tributaria que permite disponer de datos
	2
	-
	-

	En cuanto al ámbito poblacional, la población objetivo son las declaraciones presentadas del IRPF correspondientes al ejercicio correspondiente. El ámbito geográfico lo constituye el Territorio de Régimen Fiscal Común (no incluye País Vasco y Navarra). El ámbito temporal es el ejercicio correspondiente, teniendo presente que las muestras se elaboran y publican todos los años.
	Las unidades de muestreo son las declaraciones de IRPF del año analizado y la población marco la constituye el conjunto de unidades obtenidas a partir de las declaraciones del Modelo 100 de la Agencia Tributaria, al que se puede acceder en: https://sede.agenciatributaria.gob.es/Sede/procedimientoini/G229.shtml. En nuestro análisis es posible considerar totas las opciones de fraude que aparecen en las declaraciones que la Agencia Tributaria registra, una vez inspeccionadas, en sus bases de datos del IRPF.
	-

	La muestra de IRPF disponible para este trabajo permite la construcción de un modelo de árbol de decisión tomado como variable dependiente una variable dicotómica que toma el valor 1 si el individuo defrauda y el valor cero si el individuo no defrauda (variable marca). Las variables independientes son variables dicotómicas que toman el valor 1 para individuos que defraudan por una determinada causa de fraude y el valor cero si no defraudan por esa causa de fraude. De esta forma será posible modelizar el fra
	Por motivos de confidencialidad legalmente exigidos y escrupulosamente respetados en esta investigación, los datos muestrales de individuos defraudadores y no defraudadores, tanto para el fraude global como para las distintas causas de fraude, siguen la pauta real sin ser exactamente coincidentes con los datos concretos. Además, se utiliza una base de datos totalmente anonimizada. En la práctica, serían defraudadores los individuos de la muestra que la inspección ha determinado fehacientemente como tales de
	-
	-

	Dado que el fraude debe de ser fehaciente y que simultáneamente están abiertos a inspección por ley los últimos 4 años de declaraciones, la base de datos a utilizar deberá ser al menos de 5 ejercicios anteriores de cualquier ejercicio. Si, además, se consideran todos los problemas de fraude sujetos a recursos en los tribunales, cerrar una base de datos inspeccionada cuesta mucho tiempo. En este trabajo la base de datos que se utiliza es la de 2009, que cumple los requisitos para su aplicación.
	-
	-
	3

	5. Resultados y análisis
	5.1. Selección de variables relacionadas con el comportamiento del fraude fiscal
	El primer objetivo de nuestro trabajo es estimar cuáles han sido las variables relacionadas con el comportamiento de fraude en el IRPF aplicando, para ello, las tipologías de árboles descritas. La finalidad del árbol es estimar cuáles han sido las variables independientes relacionadas con el comportamiento de fraude en el IRPF y ordenar estas variables según su incidencia en el fraude global.
	-

	En cuanto a los resultados de los tres modelos, que se recogen en las Figuras 2-4 del Anexo, se observa que la cuantificación de la incidencia de los distintos factores sobre el fraude global sigue el mismo orden en los tres árboles y con niveles de significación altos. Las causas o factores de fraude encontradas por los tres modelos permiten obtener una información muy importante sobre las declaraciones en las que se comprueba que la principal causa de fraude procede de la incorrecta declaración de las fue
	-
	-

	Tabla 2
	DIAGNOSIS DE LOS MODELOS DE ÁRBOL UTILIZADOS PARA DETECTAR ELFRAUDE FISCAL
	 

	CHAID EXHAUSTIVO
	CHAID EXHAUSTIVO
	CHAID EXHAUSTIVO
	CHAID EXHAUSTIVO
	CHAID EXHAUSTIVO
	Riesgo

	CRT
	CRT
	Riesgo

	QUEST
	QUEST
	Riesgo


	Estimación
	Estimación
	Estimación

	Error estándar
	Error estándar

	Estimación
	Estimación

	Error estándar
	Error estándar

	Estimación
	Estimación

	Error estándar
	Error estándar


	0,037
	0,037
	0,037

	0,000
	0,000

	0,004
	0,004

	0,000
	0,000

	0,004
	0,004

	0,000
	0,000


	Matriz de confusión:96,3 % global clasificación
	Matriz de confusión:96,3 % global clasificación
	Matriz de confusión:96,3 % global clasificación
	 


	Matriz de confusión:99,6% global de clasificación
	Matriz de confusión:99,6% global de clasificación
	 


	Matriz de confusión:99,6% global de clasificación
	Matriz de confusión:99,6% global de clasificación
	 



	Fraude por tipo impositivo
	Fraude por tipo impositivo
	Fraude por tipo impositivo


	36,6%(p-valor:0,00)
	36,6%(p-valor:0,00)
	36,6%(p-valor:0,00)

	36,6%(p-valor:0,00)
	36,6%(p-valor:0,00)

	36,6%(p-valor:0,00)
	36,6%(p-valor:0,00)


	Fraude por declaración de actividades económicas
	Fraude por declaración de actividades económicas
	Fraude por declaración de actividades económicas


	17,3%(p-valor:0,00)
	17,3%(p-valor:0,00)
	17,3%(p-valor:0,00)

	17,3%(p-valor:0,00)
	17,3%(p-valor:0,00)

	17,3%(p-valor:0,00)
	17,3%(p-valor:0,00)


	Fraude por declaración de gastos
	Fraude por declaración de gastos
	Fraude por declaración de gastos


	5 %(p-valor:0,00)
	5 %(p-valor:0,00)
	5 %(p-valor:0,00)

	5 %(p-valor:0,00)
	5 %(p-valor:0,00)

	5 %(p-valor:0,00)
	5 %(p-valor:0,00)


	Fraude por desgravación de planes de pensiones
	Fraude por desgravación de planes de pensiones
	Fraude por desgravación de planes de pensiones


	—
	—
	—

	2,2 %(p-valor:0,00)
	2,2 %(p-valor:0,00)

	2,2 %(p-valor:0,00)
	2,2 %(p-valor:0,00)


	Fraude por declaración de hijos y ascendientes y descendientes
	Fraude por declaración de hijos y ascendientes y descendientes
	Fraude por declaración de hijos y ascendientes y descendientes


	—
	—
	—

	1,1 %(p-valor:0,00)
	1,1 %(p-valor:0,00)

	1,1 %(p-valor:0,00)
	1,1 %(p-valor:0,00)


	Fuente: elaboración propia.
	Fuente: elaboración propia.
	Fuente: elaboración propia.




	Los resultados en cuanto a la diagnosis de los tres modelos de árbol utilizados (EXHAUSTIVE CHAID, CRT y QUEST), se recogen en la Tabla 2, donde se confirma lo comentado anteriormente. Se observa que el ajuste matemático de todos los modelos de árbol ha sido de calidad, con una significatividad alta de los factores principales que inciden sobre el fraude fiscal, riesgos pequeños y matrices de confusión con alto porcentaje de aciertos para todos los métodos. No obstante, los modelos CRT y QUEST son superiore
	-
	-
	-
	-

	A continuación, se analizan los factores detectados, presentándose por orden de importancia e incidencia sobre el fraude fiscal.
	-

	El factor principal de fraude es la manipulación del tipo marginal aplicable, ya que es el factor o causa más incidente en el fraude global, y la primera variable en poder discriminatorio del árbol con un 36,6% de resultado. Suele ser habitual la presencia de actividades cuyas rentas eluden la tributación, bien por no ser declaradas o bien por no estar registradas constituyendo economía sumergida. De esta forma, el tipo marginal correspondiente a la declaración resulta inferior al real, manipulándose así el
	-

	Al reiterar el procedimiento para ordenar el resto de los factores, comprobamos que de las fuentes de rentas la que está más relacionada con el comportamiento del fraude (con una incidencia del 17,3%), resulta ser la declaración incorrecta de actividades económicas, bien sea por ocultación de sus rentas, o bien sea por el no registro fraudulento de las mismas que las llevan a formar parte también de la economía sumergida. El difícil control de las rentas de autónomos lleva habitualmente a ingresos no declar
	-

	El importante papel que tienen los Rendimientos de Actividades Económicas en el análisis del fraude se corrobora al analizar el tercer componente o factor con mayor incidencia en el fraude: la incorrecta declaración de gastos desgravables (con un 5% de incidencia en el fraude), bien sea por la inobservancia de las normas legales o por la realización de artificios engañosos para eludirlas. En el caso de las subvenciones y ayudas, la mayor parte se registran como gasto desde el lado del pagador, existiendo ot
	-
	-

	También aparece entre los factores de fraude significativos con incidencia en el fraude global, con un 2,2%, el fraude que afecta a la desgravación de planes de pensiones. Esta rúbrica del IRPF fue durante un tiempo el refugio de las rentas altas, ya que desgrava de la base y además por cantidades importantes hasta que se acotó el máximo deducible. Por lo tanto, era objeto de especial tratamiento por los declarantes de IRPF con peligro de deducciones fraudulentas ilegales que acentuó la vigilancia de la ins
	-
	-

	Por último, el análisis ha señalado como otro de los factores relacionados con el comportamiento del fraude en el ejercicio analizado (con un 1,1% de incidencia), al fraude que afecta a las declaraciones del número de hijos y ascendientes y descendientes, que habitualmente eran simultáneamente desgravadas por los dos padres (separados, divorciados o en otras situaciones) en el caso de los hijos o por diferentes hermanos en el caso de los ascendientes. 
	-
	-

	El resto de las variables analizadas no han resultado que tengan una incidencia significativa en el fraude global. Este resultado difiere de los obtenidos en otros trabajos, como el de Domínguez-Barrero et al. (2017), en el que, aplicando la metodología de Felman y Slemrod (2007), encuentran aumentos en los niveles de fraude en fuentes de rentas como las de capital inmobiliario. No obstante, tal y como los autores señalan, estos resultados presentan limitaciones, ya que no siempre es posible interpretar com
	-
	-

	5.2. Modelización discriminante para detectar el posible fraude fiscal
	Una vez determinados los principales factores relacionados con el fraude fiscal a partir de las técnicas aplicadas a los datos disponibles, se han elaborado modelos predictivos de análisis discriminante que permiten cuantificar la probabilidad que tiene cualquier contribuyente actual o futuro de ser defraudador globalmente y por cada factor de fraude, una vez que presente su declaración de IRPF, basándose en los datos previos de la muestra de IRPF utilizados. La caracterización de los contribuyentes según e
	-

	Para la selección de las variables independientes se ha aplicado el Análisis de Componentes Principales (ACP) por las razones comentadas anteriormente. Además, la reducción por componentes principales es procedente porque el determinante de la matriz de correlaciones de las variables iniciales es prácticamente nulo y las comunalidades de las variables están muy cercanas a la unidad. El resultado de la reducción ofrece 64 componentes principales Ci (factores) que explican cerca del 80% de la variabilidad ini
	-
	-

	  (5)
	Figure

	El siguiente paso en nuestro análisis será la estimación de los modelos discriminantes para el fraude global y para los distintos factores de fraude que indicen en el fraude global utilizando como variables independientes las puntuaciones de las componentes principales. 
	Resulta entonces que una vez estimados los modelos discriminantes Fisher para el fraude global y para los cinco factores de fraude detectados en el apartado anterior, tomando como variables independientes los 64 factores (ninguno resulta expulsado del modelo por los criterios de selección de variables discriminantes), se obtienen los coeficientes de las funciones discriminantes cuyos resultados se presentan en la Tabla 3. Se puede observar según los estadísticos de la tabla que el ajuste matemático de todos
	-
	-

	Tabla 3
	RESULTADOS DE LAS FUNCIONES DISCRIMINANTES DE FISHER (2) PARA ELFRAUDE FISCAL
	 

	Modelo discriminante
	Modelo discriminante
	Modelo discriminante
	Modelo discriminante
	Modelo discriminante
	Modelo discriminante


	Funciones discriminantes de Fisher
	Funciones discriminantes de Fisher
	Funciones discriminantes de Fisher
	 
	D
	i
	 = 
	u
	i1
	C
	1
	 + 
	u
	i2
	C
	2
	 +...+ 
	u
	ik
	C
	k
	 
	i
	 = 1
	,
	2


	Lamda-Wilks
	Lamda-Wilks
	Lamda-Wilks


	M-Box
	M-Box
	M-Box


	Area ROC
	Area ROC
	Area ROC


	% clas.
	% clas.
	% clas.



	TR
	D0 = -0,378C
	D0 = -0,378C
	D0 = -0,378C
	1
	 - 0,05C
	2
	 +…- 0,005C
	64
	 – 0,776


	0,651
	0,651
	0,651


	69380,4
	69380,4
	69380,4


	0,886
	0,886
	0,886


	79,1
	79,1
	79,1



	TR
	D1 = 0,226C
	D1 = 0,226C
	D1 = 0,226C
	1
	 + 0,03C
	2
	 +…+ 0,008C
	64
	 – 0,942


	(0,00)
	(0,00)
	(0,00)


	(0,00)
	(0,00)
	(0,00)


	(0,00)
	(0,00)
	(0,00)


	(0,00)
	(0,00)
	(0,00)



	f_tmg = F
	f_tmg = F
	f_tmg = F
	f_tmg = F
	(
	C
	1
	,
	C
	2
	,...,
	C
	n
	) + 
	e


	D0 = -0,115C
	D0 = -0,115C
	D0 = -0,115C
	1
	 - 0,15C
	2
	 +…- 0,005C
	64
	 – 0,776


	0,77
	0,77
	0,77


	28589,8
	28589,8
	28589,8


	0,832
	0,832
	0,832


	77,5
	77,5
	77,5



	TR
	D1 = 0,199C
	D1 = 0,199C
	D1 = 0,199C
	1
	 + 0,026C
	2
	 +…+ 0,008C
	64
	 – 0,942


	(0,00)
	(0,00)
	(0,00)


	(0,00)
	(0,00)
	(0,00)


	(0,00)
	(0,00)
	(0,00)



	f_aaee = F
	f_aaee = F
	f_aaee = F
	f_aaee = F
	(
	C
	1
	,
	C
	2
	,...,
	C
	n
	) + 
	e


	D0 = -0,404C
	D0 = -0,404C
	D0 = -0,404C
	1
	 + 0,26C
	2
	 +…- 0,003C
	64
	 – 1,006


	0,458
	0,458
	0,458


	23616,3
	23616,3
	23616,3


	0,947
	0,947
	0,947


	89,7
	89,7
	89,7



	TR
	D1 = -0,762C
	D1 = -0,762C
	D1 = -0,762C
	1
	 - 0,049C
	2
	 +…+ 0,005C
	64
	 – 1,808


	(0,00)
	(0,00)
	(0,00)


	(0,00)
	(0,00)
	(0,00)


	(0,00)
	(0,00)
	(0,00)



	f_gastos = F
	f_gastos = F
	f_gastos = F
	f_gastos = F
	(
	C
	1
	,
	C
	2
	,...,
	C
	n
	) + 
	e


	D0 = -0,019C
	D0 = -0,019C
	D0 = -0,019C
	1
	 +…- 0,003C
	64
	 – 0,712


	0,797
	0,797
	0,797


	25713,8
	25713,8
	25713,8


	0,856
	0,856
	0,856


	89,5
	89,5
	89,5



	TR
	D1 = -0,130C
	D1 = -0,130C
	D1 = -0,130C
	1
	 +…+ 0,005C
	64
	 – 1.557


	(0,00)
	(0,00)
	(0,00)


	(0,00)
	(0,00)
	(0,00)


	(0,00)
	(0,00)
	(0,00)



	f_planp = F
	f_planp = F
	f_planp = F
	f_planp = F
	(
	C
	1
	,
	C
	2
	,...,
	C
	n
	) + 
	e


	D0 = -0,203C
	D0 = -0,203C
	D0 = -0,203C
	1
	 + 0,011C
	2
	 +…+ 0,001C
	64
	 – 0,830


	0,583
	0,583
	0,583


	19324,5
	19324,5
	19324,5


	0,9
	0,9
	0,9


	85,7
	85,7
	85,7



	TR
	D1 = 0,529C
	D1 = 0,529C
	D1 = 0,529C
	1
	 – 0,029C
	2
	 +…– 0,003C
	64
	 – 1,625


	(0,00)
	(0,00)
	(0,00)


	(0,00)
	(0,00)
	(0,00)


	(0,00)
	(0,00)
	(0,00)



	f_nhijos = F
	f_nhijos = F
	f_nhijos = F
	f_nhijos = F
	(
	C
	1
	,
	C
	2
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	C
	n
	) + 
	e


	D0 = -0,0014C
	D0 = -0,0014C
	D0 = -0,0014C
	1
	 +…– 0,002C
	64
	 – 0,697


	0,864
	0,864
	0,864


	7407,7
	7407,7
	7407,7


	0,895
	0,895
	0,895


	86,7
	86,7
	86,7



	TR
	D1 = 0,299C
	D1 = 0,299C
	D1 = 0,299C
	1
	 +…– 0,041C
	64
	 – 2,367


	(0,00)
	(0,00)
	(0,00)


	(0,00)
	(0,00)
	(0,00)


	(0,00)
	(0,00)
	(0,00)



	Fuente: elaboración propia.
	Fuente: elaboración propia.
	Fuente: elaboración propia.
	Nota: Entre paréntesis aparece el p-valor (significatividad).




	Los métodos predictivos para el análisis del fraude permiten calcular la probabilidad de fraude o propensiones al fraude (global o por causas de fraude, para todos los individuos de la muestra) de acuerdo con las ecuaciones (3)-(4). Los resultados de las propensiones al fraude se recogen en la Figura 6 del Anexo, donde se muestra una comparación entre las densidades de probabilidad para las propensiones al fraude, calculadas mediante el algoritmo del Kernel, para las distintas causas de fraude resultantes d
	En general, la densidad de probabilidad para los diferentes factores de fraude es muy similar. En concreto, se observa la tendencia bimodal de las propensiones al fraude, donde la densidad es alta para valores pequeños de probabilidad de fraude (hay muchos declarantes con probabilidad de fraude baja asociados al primer cuartil de la distribución) y desciende según va aumentando la propensión al fraude (entre el primer y el tercer cuartil) tendiendo a ser constante hasta propensiones de valor 0,8. Finalmente
	-

	Particularmente las propensiones al fraude en IRPF por actividades económicas, planes de pensiones y rendimientos de capital inmobiliario se comportan de forma muy similar. Lo mismo ocurre con las propensiones al fraude en IRPF por tipo marginal, número de hijos y desgravación de gastos. Vemos así que los patrones de fraude no difieren mucho para los diferentes factores de fraude.
	Los resultados obtenidos la diagnosis de los modelos empleados (Tablas 2 y 3) son muy satisfactorios, con una ratio de eficiencia media que alcanza un 89,3%, que mejora los obtenidos en otros trabajos para España y centrados también en el IRPF, como son los realizados por Pérez et al., 2019 y González et al., 2021. En primer lugar, la evidencia obtenida confirma las mayores posibilidades de análisis de la propuesta realizada basada en el uso de técnicas de aprendizaje supervisado frente a los trabajos que u
	-

	5.3.  Cuantificación agregada del nivel de fraude fiscal y evolución del índice de fraude en IRPF en España
	Con el objetivo de realizar un análisis complementario empleando la metodología propuesta, se ha considerado llevar a cabo también una cuantificación agregada del nivel de fraude. Este análisis permite reforzar el objetivo esencial de este trabajo que es establecer una metodología para el análisis del fraude fiscal en IRPF, aplicable incluso a otras figuras impositivas y que permite realizar una cuantificación agregada del nivel de fraude. Dado que en el trabajo se calculan las probabilidades de fraude asig
	-
	4

	Por otra parte, también es muy interesante calcular la evolución en el tiempo del fraude en IRPF. Inicialmente podría pensarse en aplicar la metodología aquí expuesta para calcular año a año las probabilidades de fraude basándose en un conjunto de datos como es el Panel de IRPF elaborado por el Instituto de Estudios Fiscales con datos de la Agencia Tributaria. Pero este método tiene dos desventajas claras. La primera es la disponibilidad de datos de fraude para los sucesivos años y la segunda es que, como l
	-

	No obstante, puede calcularse la evolución del fraude en IRPF por otra vía alternativa. Por una parte, disponemos de los ingresos declarados por los contribuyentes en los sucesivos años a través de los microdatos del Panel de Renta o de las muestras anuales de IRPF. Al tratarse de registros administrativos a nivel micro, esta información es fehaciente y presenta poco error. La metodología utilizada para calcular los índices de fraude en IRPF sigue la propuesta en Lagares (1987) y adaptada posteriormente en 
	5

	La comparación entre la recaudación potencial (lo que se debiera recaudar) y la recaudación efectiva (lo que realmente se recauda), que se recogen en las columnas 2 y 3 de la tabla 5 del anexo, puede utilizarse para cuantificar el grado de cumplimiento y el índice de fraude en IRPF. De esta forma podríamos valorar adecuadamente la evolución del fraude en IRPF en el tiempo.
	-

	Podemos definir el grado de cumplimiento como:
	  (6)
	Figure

	A continuación, se define el índice de fraude como:
	  (7)
	Figure

	En cuanto a la evolución del fraude (Figura 1), si se evalúa la evolución del Índice de fraude en IRPF en el periodo analizado a partir de la información disponible tanto en el panel de declarantes, como en la Contabilidad Nacional, se observa que en períodos de crecimiento económico el nivel de fraude decrece, mientras que en períodos de crisis el nivel de fraude aumenta volviendo posteriormente a su cauce normal a medida que la economía se recupera. Por otra parte, para el año 2009 el fraude estimado en I
	6. Conclusiones
	Un aspecto importante a la hora de controlar el fraude fiscal es disponer de herramientas que faciliten la caracterización y detección de los defraudadores. Con este objetivo, en este trabajo se ofrece una propuesta de análisis en la que, en primer lugar, se identifican las variables del impuesto más relacionadas con el comportamiento de fraude y se cuantifica su incidencia mediante el empleo de árboles de decisión. La diagnosis de estos modelos ha resultado muy correcta, superando a los resultados de otros
	-

	El análisis de los resultados obtenidos muestra que el principal factor que incide en el fraude en IRPF es la manipulación del tipo marginal aplicable, que viene derivada principalmente de la ocultación de ingresos por diferentes fuentes de renta en la base liquidable del impuesto y no por variables relacionadas con la consignación de las deducciones en la cuota. De esta forma, el tipo marginal correspondiente a la declaración resulta inferior al real, alterando así el resultado de la liquidación. Las cuant
	-
	-
	-
	-

	A partir de la información obtenida es posible caracterizar a los contribuyentes según el factor de fraude. Para ello, se han elaborado modelos predictivos de Análisis Discriminante que permiten cuantificar la probabilidad o propensión que tiene cualquier contribuyente actual o futuro al fraude global y a cada factor de fraude, una vez que presente su declaración de IRPF. Estos modelos han hecho posible la segmentación de los declarantes del impuesto por nivel de propensión al fraude, lo que supone una prop
	-
	-
	-

	Las orientaciones para la actuación de la Agencia Tributaria en los próximos años están en línea con los objetivos propuestos en este trabajo. Entre las acciones dirigidas a mejorar el cumplimiento tributario se encuentra el uso de técnicas basadas en la comprensión del comportamiento del contribuyente, como la que se plantea en este trabajo. Además, pretende desarrollar actuaciones de comprobación e investigación sobre los obligados tributarios en lo que concurran perfiles de riesgo, lo que requiere la def
	Otra de las medidas planteadas por la Agencia Tributaria se centra en el empleo de la técnica de trabajo, basada en los principios de la OCDE conocidos como “Behavioural insights” consistente en complementar el plan extensivo anual de visitas a determinadas actividades empresariales con la emisión de un número de cartas de aviso dirigidas a aquellos contribuyentes, de los sectores elegidos, que incurran en determinados parámetros de riesgo de incumplimiento cuando se observe que dichos parámetros se vienen 
	-
	-

	Finalmente, un aspecto de interés de la propuesta realizada es la posibilidad de ser aplicada a cualquier muestra de declarantes para los que se disponga de información sobre los contribuyentes señalados por la Administración como defraudadores. Para las Agencias Tributarias realizar este tipo de análisis puede ampliar su capacidad de control del fraude fiscal. Además, la metodología expuesta en este trabajo es aplicable al análisis del fraude en cualquier otro impuesto y para otros años disponibles de IRPF
	-
	-
	-

	Es necesario tener presente que el aspecto cuantitativo de este trabajo se desarrolla en el campo de los grandes datos (Big Data). Los análisis realizados se han ajustado para dos millones de registros. Con software normal no sería posible realizar estas tareas. Se ha utilizado software de IBM que incorpora la posibilidad de trabajar en los campos del Big Data y la Minería de Datos. 
	-

	Anexo
	Tabla 4
	DATOS SOBRE LA RECAUDACIÓN DE IRPF EN ESPAÑA (1995-2016)
	Años
	Años
	Años
	Años
	Años

	RecaudaciónPotencial(millones euros)
	RecaudaciónPotencial(millones euros)
	 
	 


	Ingresosdeclarados (millones de euros)
	Ingresosdeclarados (millones de euros)
	 
	 


	CumplimientoFiscalEcuación (6)
	CumplimientoFiscalEcuación (6)
	 
	 


	Índice deFraude en IRPFEcuación (7)
	Índice deFraude en IRPFEcuación (7)
	 
	 



	1995
	1995
	1995

	262,605
	262,605

	183,580
	183,580

	69,9%
	69,9%

	30,1%
	30,1%


	1996
	1996
	1996

	279,339
	279,339

	195,025
	195,025

	69,8%
	69,8%

	30,2%
	30,2%


	1997
	1997
	1997

	298,794
	298,794

	199,823
	199,823

	66,9%
	66,9%

	33,1%
	33,1%


	1998
	1998
	1998

	318,591
	318,591

	214,187
	214,187

	67,2%
	67,2%

	32,8%
	32,8%


	1999
	1999
	1999

	339,055
	339,055

	202,424
	202,424

	59,7%
	59,7%

	40,3%
	40,3%


	2000
	2000
	2000

	368,059
	368,059

	222,653
	222,653

	60,5%
	60,5%

	39,5%
	39,5%


	2001
	2001
	2001

	402,412
	402,412

	241,053
	241,053

	59,9%
	59,9%

	40,1%
	40,1%


	2002
	2002
	2002

	422,137
	422,137

	256,854
	256,854

	60,8%
	60,8%

	39,2%
	39,2%


	2003
	2003
	2003

	450,916
	450,916

	314,114
	314,114

	69,7%
	69,7%

	30,3%
	30,3%


	2004
	2004
	2004

	474,399
	474,399

	337,423
	337,423

	71,1%
	71,1%

	28,9%
	28,9%


	2005
	2005
	2005

	504,575
	504,575

	370,313
	370,313

	73,4%
	73,4%

	26,6%
	26,6%


	2006
	2006
	2006

	535,145
	535,145

	421,576
	421,576

	78,8%
	78,8%

	21,2%
	21,2%


	2007
	2007
	2007

	566,129
	566,129

	396,453
	396,453

	70,0%
	70,0%

	30,0%
	30,0%


	2008
	2008
	2008

	577,692
	577,692

	412,399
	412,399

	71,4%
	71,4%

	28,6%
	28,6%


	2009
	2009
	2009

	553,862
	553,862

	402,651
	402,651

	72,7%
	72,7%

	27,3%
	27,3%


	2010
	2010
	2010

	542,565
	542,565

	389,610
	389,610

	71,8%
	71,8%

	28,2%
	28,2%


	2011
	2011
	2011

	543,611
	543,611

	392,244
	392,244

	72,2%
	72,2%

	27,8%
	27,8%


	2012
	2012
	2012

	505,145
	505,145

	371,795
	371,795

	73,6%
	73,6%

	26,4%
	26,4%


	2013
	2013
	2013

	498,573
	498,573

	369,913
	369,913

	74,2%
	74,2%

	25,8%
	25,8%


	2014
	2014
	2014

	503,117
	503,117

	375,010
	375,010

	74,5%
	74,5%

	25,5%
	25,5%


	2015
	2015
	2015

	530,444
	530,444

	392,187
	392,187

	73,9%
	73,9%

	26,1%
	26,1%


	2016
	2016
	2016

	546,644
	546,644

	402,617
	402,617

	73,7%
	73,7%

	26,3%
	26,3%


	Fuente: elaboración propia a partir del Panel de declarantes de IRPF (Agencia Tributaria: Estadística de los declarantes del IRPF) y Contabilidad Nacional (Ministerio de Hacienda y Función Pública.
	Fuente: elaboración propia a partir del Panel de declarantes de IRPF (Agencia Tributaria: Estadística de los declarantes del IRPF) y Contabilidad Nacional (Ministerio de Hacienda y Función Pública.
	Fuente: elaboración propia a partir del Panel de declarantes de IRPF (Agencia Tributaria: Estadística de los declarantes del IRPF) y Contabilidad Nacional (Ministerio de Hacienda y Función Pública.
	-





	Notas
	1. Para la implementación de estas técnicas se ha utilizado el software IBM SPSS Modeler.
	2. En Onrubia et al. (2011 y 2012) y en Pérez et al., (2012) se describe la muestra y el panel de declarantes que se elabora en el Instituto de Estudios Fiscales.
	3. Para un mayor detalle sobre la muestra de declarantes y el esquema de IRPF en ese año, puede consultarse Pérez et al. (2012).
	4. Agradecemos la sugerencia realizada por uno de los evaluadores de este trabajo para incorporar este análisis.
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